
Adaptivni algoritem diferenialne evoluije za ugla²evanjeparametrov oenitvene funkije ra£unalni²kega ²ahaBorko Bo²kovi¢, Sa²o Greiner, Janez Brest, Viljem �umerUniverza v MariboruFakulteta za elektrotehniko ra£unalni²tvo in informatikoIn²titut za ra£unalni²tvoSmetanova ulia 17, 2000 Maribor, SlovenijaE-po²ta: borko.boskovi�uni-mb.siAdaptive di�erential evolutionalgorithm for tuning the parameters ofa hess evaluation funtionComputer hess provides a ompetitive and dynamienvironment. In this environment individuals (hessprograms) with ompetition try to survive into sues-sive generations. In this way the evolution tunes pa-rameters of a hess program. This environment wasused for the tuning with di�erential evolution algori-thm. In this algorithm we introdued ompetition be-tween two orresponding individuals and an adaptivemutation ontrol parameter. Competition in this formredues time omplexity aording to ompetition �all-to-all�. Aording to our experiment and obtained re-sults we disovered that adaptive mutation ontrol pa-rameter forms population with large standard deviationof parameters in the last generation if algorithm didn't�nd a �good� individual. We an use this property toontinue evolution until the mutation ontrol parame-ter beomes su�iently small.1 UvodRa£unalni²ki ²ah omogo£a oblikovanje tekmovalnega indinami£nega okolja, ki je zelo podobno naravnemu oko-lju. V tem okolju posameznike predstavljajo ²ahovskiigrali oz. programi. Znotraj evoluije posameznikitekmujejo. Glede na njihovo uspe²nost, v naslednje ge-neraije preºivijo bolj²i posamezniki. Tako ohranjajobolj²i genetski material v populaiji. Uspe²nost posa-meznika de�nira njegova relativna uspe²nost glede nanjegove nasprotnike. Tako dobimo oenitveno vrednostposameznika, ki jo dolo£ajo izidi iger, brez posredova-nja £loveka in njegovega strokovnega znanja [8℄.�ah je igra s popolno informaijo med dvema naspro-tnikoma. To pomeni, da imata v vsaki fazi igre, obaigrala popoln pregled nad igro (poziijo in potezami).Danes so ²ahovski programi (sistemi) zelo mo£ni ²aho-vski igrali. Celo najbolj²i ²ahovski igrali (ljudje) jih

s teºavo premagujejo. Razlog temu so napredni iskalnialgoritmi, ki preiskujejo nadaljevanja v igri in nato iz-berejo najbolj²o potezo. Razvijali ²ahovskih progra-mov iskalne algoritme ²e vedno izbolj²ujejo, £eprav jevedno ve£ji poudarek na algoritmih u£enja oz. na ugla-²evanju parametrov ²ahovskih programov. Algoritmi,ki jih uporabljajo, so npr. vzpenjanje na hrib, simuli-rano ohlajanje, �Temporal Di�erenes Learning� [1℄ inevoluijski algoritmi [7, 6℄.Na² algoritem temelji na prinipu Darwinove evo-luije. Uporabili smo algoritem diferenialne evolu-ije (DE - Di�erential Evolution), ki se je izkazal kotzelo u£inkovit pri re²evanju razli£nih problemov [10, 9℄.Tudi pri ugla²evanju iger se je izkazal za zelo u£inko-vitega [5, 4℄. Ta algoritem smo ²e dodatno optimi-zirali, tako da smo vpeljali tekmovanje pripadajo£ihposameznikov in adaptaijo kontrolnega parametra F .Iz pridobljenih rezultatov smo ugotovili, da tekmovanjez dvema igrama pripadajo£ih posameznikov, omogo£akonvergeno k �dobrim� parametrom in da vpeljanaadaptaija omogo£a ugotoviti ali smo na²li dobre pa-rametre. To ugotovitev lahko uporabimo v algoritmutudi kot zaustavitveni pogoj evoluije.V drugem poglavju predstavljamo na² algoritem zaugla²evanje parametrov. Tretje poglavje vsebuje ek-speriment in prikaz dobljenih rezultatov. Kratek za-klju£ek opravljenega dela in nadaljnje delo podajamov £etrtem poglavju.2 Algoritem ugla²evanjaNa² algoritem za ugla²evanje parametrov oenitvenefunkije ²ahovskega programa temelji na algoritmu di-ferenialne evoluije. To je algoritem, ki v vsaki gene-raiji (G) vsebuje eno populaijo (PG). Ta populaijavsebuje NP D�dimenzionalnih vektorjev oz. posamez-nikov. XG,i = {XG,i,1, XG,i,2, ..., XG,i,D};



i = 1, 2, ..., NP. (1)Posameznike v na²em primeru predstavljajo vektorji,katerih komponente so parametri oenitvene funkije.Ti parametri dolo£ajo obna²anje programa. Tako z is-kanjem dobrih vektorjev i²£emo dobre nastavitve oeni-tvene funkije. Skozi evoluijo algoritem DE nad popu-laijo izvaja operaije kriºanja, mutaije in selekije.Na² algoritem v DE vpeljuje tekmovanje med posame-zniki, na osnovi katerega se odlo£a, kateri posameznikje bolj²i in adaptaijo kontrolnega parametra F , ki gauporabljamo pri operaiji mutaije. Na£in delovanjana²ega algoritma ponazarja spodnji algoritem.
Inicializacija(P0);

while(nadaljuj ugla²evanje) {

F = dolo£iF (PG);

PV = Mutacija(PG, F );

PU = Kriºanje(PG, PV , CR);

Tekmovanje(PG, PU );

PG+1 = Selekcija(PG, PU );

}V prikazanem algoritmu P0 predstavlja za£etno popu-laijo, PV mutirano populaijo, PU poskusno popula-ijo, PG populaijo trenutne generaije in PG+1 popu-laijo naslednje generaije. F in CR sta kontrolna pa-rametra algoritma DE.2.1 IniializaijaNa za£etku populaijo P0 iniializiramo z vre-dnostmi parametrov, ki so izbrani z uniformnimnaklju£nim generatorjem, med mejami parametrov(Xj,low, Xj,high; j = 1, 2, ..., D). Meje parametrov do-lo£a uporabnik glede na problem, ki ga ugla²uje.2.2 Adaptaija kontrolnega parametraskaliranja FKontrolni parameter skaliranja F uporabljamo pri mu-taiji za ustvarjanje mutiranih vektorjev. Ta parameterdolo£a velikost razlike parametra mutiranega vektorjaglede na vektor v trenutni populaiji. Tako smo se od-lo£ili, da bomo vrednost parametra F dolo£ali gledena razpr²enost parametrov v populaiji, kot prikazu-jejo spodnje ena£be.
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KVi. Le�te ra£unamo na osnovi standardnih odklonov
σi in povpre£nih vrednosti Xi. V literaturi [10, 9℄ so

priporo£ila, da naj bo faktor F na intervalu [0, 2], zatopovpre£je parametrov variaij mnoºimo ²e z 2. Takaadaptaija parametra F omogo£a algoritmu DE, daima v za£etnih generaijah bolj razpr²ene parametre.V kasnej²ih generaijah, ko algoritem najde bolj²e po-sameznike, se razpr²enost zmanj²a, s tem pa tudi para-meter F , ki pripomore k hitrej²i konvergeni algoritma.2.3 MutaijaMutaija ustvari mutirano populaijo PV glede na tre-nutno populaijo PG z uporabo dolo£ene strategije mu-taije. Za vsak vektor iz trenutne populaije mutaijaustvari mutiran vektor VG,i, ki predstavlja posame-znika mutirane populaije.VG,i = {VG,i,1, VG,i,2, ..., VG,i,D};

i = 1, 2, ..., NP. (3)Pri mutaiji lahko uporabimo razli£ne strategije mu-tiranja. V na²em pristopu smo uporabili eno izmednajbolj uporabljenih strategij, ki jo avtorji ozna£ujejoz rand/1 [10, 9℄. Ta strategija mutira vektorje na na-slednji na£in:VG,i = XG,r1 + F · (XG,r2 −XG,r3). (4)kjer so r1, r2, r3 naklju£no izbrani med seboj razli£niindeksi, ki so razli£ni od i in so na intervalu [1, NP ]. Tiindeksi se znova dolo£ajo pri vsakem ustvarjanju muti-ranega vektorja. Faktor F , katerega vrednost se dolo£aglede na razpr²enost populaije, je skalirni parametermutaije na intervalu [0, 2].2.4 KriºanjePo operaiji kriºanja, mutaija oblikuje poskusnopopulaijo PU . Glede na i-ti vektor iz trenutne popu-laije XG,i in njegov pripadajo£i mutiran vektor UG,i,kriºanje ustvari poskusni vektor na naslednji na£in:UG,i = {UG,i,1, UG,i,2, ..., UG,i,D};

UG,i,j =

{

VG,i,j , randj ≤ CR ∨ j = jrand

XG,i,j, druga£e;
i = 1, 2, ..., NP, j = 1, 2, ..., D. (5)

CR je faktor kriºanja na intervalu [0, 1) in predsta-vlja verjetnost, da bo parameter poskusnega vektorjadobljen iz mutiranega vektorja. Indeks jrand je na-klju£no izbrano elo ²tevilo na intervalu [1, NP ] in jeodgovorno za to, da poskusni vektor vsebuje vsaj enparameter mutiranega vektorja.Po kon£anem kriºanju dobimo poskusne posame-znike katerih parametri so lahko izven iskanega ob-mo£ja (Xj,low, Xj,high). V tem primeru posameznikepopravimo tako, da vrednosti prezralimo v iskano ob-mo£je na naslednji na£in:



UG,i,j =

8
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<
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:

Xj,low + (Xj,low − UG,i,j), UG,i,j < Xj,low

Xj,high − (UG,i,j −Xj,high), UG,i,j > Xj,high

UG,i,j , druga£e. (6)2.5 TekmovanjeKo dobimo poskusno populaijo, moramo oeniti njeneposameznike, glede na posameznike v trenutni popula-iji. Oenjevanje opravimo tako, da pripadajo£i posa-mezniki (XG,i,UG,i) med seboj tekmujejo. Posame-znika tekmujeta tako, da odigrata dve igri. Igri od-igrata tako, da ima vsak od igralev v eni igri bele�gure. Glede na izida iger tekmovala dobita dolo£eno²tevilo to£k, ki predstavlja njihovo relativno oeno. Zazmago igrale dobi 2 to£ki, za remi 1 in poraz, 0 to£k.2.6 SelekijaOperaija selekije, glede na zbrane to£ke v tekmova-nju, izbere kateri posameznik bo preºivel v naslednjogeneraijo. Pri izbiri smo uporabili naslednje pravilo:XG+1,i =

{UG,i, ²t. to£k(UG,i) > ²t. to£k(XG,i)XG,i, druga£e. (7)V naslednjo generaijo preºivijo posamezniki z ve£jim²tevilom to£k. V primeru enakega ²tevila to£k, se na²algoritem razlikuje od navadnjega algoritma DE, v nas-lednjo generaijo preºivi posameznik trenutne popula-ije. Posameznik trenutne populaije je preºivel vsajeno generaijeo in verjetnost, da vsebuje bolj²e para-metre, je ve£ja.3 EksperimentDelovanje na²ega algoritma smo preizkusili z ugla²eva-njem parametrov ²ahovskega programa BBChess [3, 2℄.Program BBChess je vseboval oenitveno funkijo, kijo prikazuje ena£ba:
ocenitev = Xm(Mb − M£) +

5
∑

i=0

Xi(Ni,b − Ni,£). (8)V ena£bi (8) Xi predstavlja parametre materialnih vre-dnosti �gur, Ni pa ²tevilo �gur tipa i dolo£ene barve(£ � £rna, b � bela). M predstavlja ²tevilo moºnih polj,na katere lahko postavimo �gure dolo£ene barve oz.mobilnost. Parameter mobilnosti predstavlja Xm.V eksperimentu smo parameter materialne vredno-sti kmeta �ksirali na 100 in globino preiskovanja ²a-hovskega algoritma nastavili na 5 polpotez. Ugla²eva-nje smo izvajali skozi 50 generaij. Velikost populaije

je bila NP=10. Za to velikost smo se odlo£ili zaradi£asovne zahtevnosti algoritma. Kontrolni parameter
CR smo nastavili na 0.9, glede na priporo£ila litera-ture [10, 9℄. Meje parametrov oenitvene funkije sobile Xj,low = 0, Xj,high = 1000.Proes ugla²evanja parametrov s predstavljenimi pa-rametri smo zagnali 50 krat. Eksperiment je trajal pri-bliºno 5 dni. Povpre£ne vrednosti parametrov v vsakigeneraiji za vseh 50 zagonov smo povpre£ili (Slika 1)in ugotovili, da je bil proes ugla²evanja uspe²en. Raz-merje ugla²enih parametrov ustrezajo parametrom, kijih vsebuje teorija ²aha.
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Slika 1. Povpre£ne vrednosti parametrov oentivene funk-ije za 50 zagonov.Figure 1. Average parameter values of evaluation funtionfor 50 runs.Za vse zagone smo povpre£ili ²e standardne odkloneparametrov (Slika 2). V nasprotju s pri£akovanji jebil povpre£ni standardni odklon za kon£no populaijorelativno visok.
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Slika 2. Povpre£ne vrednosti standardnega odklona para-metrov oenitvene funkije za 50 zagonov.Figure 2. Average standard deviation of evaluation fun-tion parameters for 50 runs.Da bi ugotovili, kaj je vzrok temu, smo analizirali ²e re-



zultate vsakega zagona posebej. V ²estih zagonih smougotovili, da algoritem ni na²el dobrih parametrov inda je kon£na populaija razpr²ena podobno kot za£e-tna populaija, kar je bilo razvidno tudi iz vrednostiadaptivnega kontrolnega parametra F .
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Slika 3. Povpre£ne vrednosti standardnega odklona para-metrov oenitvene funkije za 50 zagonov.Figure 3. Average standard deviation of evaluation fun-tion parameters for 50 runs.Primerjavo kontrolnega parametra F med prvim insedmim zagonom prikazuje slika (3). V prvem zagonuje algoritem na²el dobre parametre in razpr²enost se jev primerjavi z za£etno populaijo znatno zmanj²ala. Vsedmem zagonu algoritem ni uspel najti dobrih para-metrov in razpr²enost je ostala pribliºno enaka kot vza£etni populaiji. Ta lastnost razlikuje na² algoritemod osnovnega algoritma DE s konstantno vrednostjoparametra F (priporo£ena vrednost 0.5). S priporo-£eno vrednostjo lahko algoritem DE konvergira tudik slabim parametrom. To lastnost na²ega algoritmalahko uporabimo tudi kot zaustavitveni pogoj evolu-ije. Kadar se kontrolni parameter F zmanj²a na do-lo£eno vrednost, kon£amo algoritem. Male vrednostikontrolnega parametra F ne omogo£ajo ve£ bistvenihizbolj²av posameznikov.4 Zaklju£ekV £lanku smo predstavili algoritem za ugla²evanjeparametrov oenitvene funkije ²ahovskega programa.Algoritem temelji na algoritmu diferenialne evoluijein vsebuje tekmovanje med pripadajo£imi posameznikiter adaptaijo kontrolnega parametra F . Vpeljano tek-movanje je £asovno manj zahtevno kot v primeru tek-movanja vsak z vsakim. Adaptaija kontrolnega para-metra omogo£a algoritmu, da dokler ne najde dobrihparametrov, oblikuje populaije z razpr²enimi parame-tri. V nasprotnem primeru konvergira k dobrim para-metrom. To lastnost lahko uporabimo tudi kot zausta-
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